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Resumo
Análise de sentimentos é o processo de associar um ou mais sentimentos a uma pessoa
durante uma determinada atividade, por exemplo, utilizando um produto físico ou intera-
gindo com um software. Técnicas de aprendizado de máquina têm sido aplicadas para a
classificação de sentimentos considerando os mais variados tipos de dados, tais como: vídeo,
áudio, texto, dados fisiológicos, logs de interação, entre outros. A complexidade das técnicas
de aprendizado de máquina e da interpretação dos resultados da análise de sentimentos
torna, muitas vezes, a utilização dessas tecnologias inacessíveis a muitos profissionais que
querem associar esses dados em suas análises. Além disso, apresentar os resultados obtidos
e extrair alguma informação útil também é uma tarefa complexa, principalmente em função
da grande quantidade de dados geradas, como o fluxo do tempo, fala, atividades e os
sentimentos associados, tornando-se difícil buscar padrões e apresentá-los de modo a ajudar
na tomada de decisões. A partir deste contexto, esta tese de doutorado apresenta um
modelo que integra e abstrai a utilização das técnicas de aprendizado de máquina aplicadas
à análise de sentimentos multimodal, incluindo o pré-processamento necessário, e propõe
os resultados através de técnicas de visualização. Como cenário de utilização, o modelo foi
aplicado em dados reais relativos a um processo de avaliação de usabilidade e experiência
do usuário na interação com um software de visualização. Esta implementação do modelo
gerou a ferramenta UXmood, que realiza a análise de sentimentos combinando dados de
vídeo, áudio, texto em abordagem multimodal, e associando-os aos logs de interação do
mouse, rastreador de olhos e a fala do usuário durante as tarefas que foram realizadas pelos
participantes do teste, apresentando-os em um dashboard de visualizações coordenadas.
Além disso, foram analisadas a viabilidade de utilização de arquiteturas de redes neurais
convolucionais para as tarefas de análise de sentimento em diversos tipos de mídia. Para
a validação do modelo e sua implementação foram realizados as seguintes etapas: 1 -
foram testadas e comparadas arquiteturas de redes neurais convolucionais para análise
de sentimentos em vídeo, áudio e texto, de forma individual, e, posteriormente, aplicadas
a uma abordagem multimodal baseada em pesos (fusão por nível de decisão); 2- foram
desenvolvidos cenários de visualização de dados e avaliadas por meio de questionários
on-line com o objetivo de identificar os principais problemas de usabilidade; 3 – após
realizar o redesign da ferramenta com os resultados da etapa 2, a ferramenta foi testada
junto a usuários especialistas no contexto do teste. Por fim, os resultados da aplicação das
técnicas de aprendizado de máquina e abordagem multimodal se mostraram compatíveis
com a literatura e a utilização por especialistas apresentou boa aceitação da ferramenta e
ótima avaliação na facilidade de uso para geração e visualização dos dados de sentimento.

Palavras-chave: Análise de Sentimentos Multimodal. Visualização da Informação. Avali-
ação. Inteligência Artificial.



Abstract
Sentiments analysis is the process of associating one or more Sentiments with a person
during a particular activity, for example, using a physical product or interacting with
software. Machine learning techniques have been applied for this type of classification
considering the most varied types of data, such as video, audio, text, physiological data,
interaction logs, among others. The complexity of machine learning techniques and the
interpretation of the results about Sentiments analysis often makes the use of these
technologies inaccessible to many professionals who want to associate this data in their
analysis. In addition, presenting the results obtained and extracting useful information is
also a complex task, especially due to the large amount of data generated, such as the flow of
time, speech, activities, associated Sentiments, so it becomes difficult to search for patterns
and present them to help in decision making. From this context, this doctoral thesis
presents a model that integrates and abstracts the use of machine learning techniques
applied to multimodal sentiment analysis, including the necessary preprocessing, and
proposes the presentation of results through data visualization techniques, coordinates for
analysis of these data together with others. As a scenario of use, the model was applied to
real data related to a usability and user experience evaluation process in the interaction
with a multidimensional data visualization software. This model implementation generated
the UXmood tool, which performs sentiment analysis by combining data from video, audio,
text in a multimodal approach, and associating it with mouse interaction logs, eye tracker
and user speech during tasks that were performed by the test participants, presenting
them in a configurable panel of coordinated data visualizations for the Web platform. In
addition, the feasibility of using convolutional neural network architectures for sentiment
analysis tasks in various types of media was analyzed. For the validation of the model
and its implementation, the following steps were performed: 1 - Convolutional neural
network architectures were tested and compared to analyze feelings in video, audio and
text individually, and subsequently applied to a multimodal approach based on in weights
(fusion by decision level); 2- Data visualization scenarios were developed and evaluated
through online questionnaires in order to identify the main usability problems; 3 - After
redesigning the tool with the results from step 2, the tool was tested with expert users in
the context of the test. Finally, the results of the application of machine learning techniques
and multimodal approach were compatible with the literature and the use by experts
showed good acceptance of the tool and excellent evaluation of ease of use for generation
and visualization of sentiment data.

Keywords: Multimodal Sentiment Analysis. Information Visualization. Evaluation. Arti-
ficial Intelligence.
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1 Introdução

A expressão das emoções é um importante canal de comunicação entre pessoas. Essa

característica dos seres humanos tem sido explorada pela Computação Afetiva também

no entendimento da comunicação de pessoas e máquinas durante a interação com as

mesmas (ROBINSON; KALIOUBY, 2009). A Análise de Sentimentos é área que aborda a

classi�cação das emoções de pessoas através de expressões faciais, fala, escrita, entre outros.

(TAO; TAN, 2009). Esta área têm se bene�ciado com a evolução das técnicas de Inteligência

Arti�cial (IA), como as redes neurais convolucionais (PORIA; HUSSAIN; CAMBRIA, 2018)

e estão sendo aplicadas em diversos campos, tais como: gerenciamento do relacionamento

de clientes, sistemas de recomendações, direcionamento em investimentos de estratégias de

marketing, predição do comportamento do público em geral sobre produtos e marcas, etc.

(ZADEH et al., 2017)

Apesar das técnicas de IA permitirem a utilização mais e�ciente da análise de

sentimentos, essa nem sempre é uma tarefa ou processo fácil de incluir em ferramentas ou

análises de dados (PORIA; HUSSAIN; CAMBRIA, 2018), �cando restrita a especialistas

da área. A utilização dessas técnicas requer conhecimento especializado e, muitas vezes,

a con�guração de grande quantidade de parâmetros, pré-processamentos de mídias, e,

não menos importante, a leitura e interpretação desses resultados (KWIATKOWSKA;

SZÓSTEK; LAMAS, 2014).

A Análise de Sentimentos Multimodal é uma abordagem que tem sido utilizada

para melhorar os resultados de classi�cação da análise de sentimentos pelas técnicas de

IA, que inclui, além da tradicional análise de sentimentos baseado em texto, a análise

em conjunto de outros tipos de dados, tais como: áudio, vídeo, dados �siológicos, entre

outros, envolvendo modelos mais complexos de análise de sentimentos. Contudo, a maioria

das aplicações de análise de sentimentos tem sido voltada para o texto, considerando

o contexto envolvido (Ebrahimi; Yazdavar; Sheth, 2017; Fong et al., 2013; Khozyainov;

Pyshkin; Klyuev, 2013a; Patil; Atique, 2015).

A utilização de técnicas de IA para imagens e áudios tem obtido resultados excelentes

em várias tarefas (PORIA; HUSSAIN; CAMBRIA, 2018), porém, essas soluções são mais

complexas do que as de texto, o que torna a sua utilização ainda mais difícil. Alguns

trabalhos aplicam essas técnicas (KAUR; KAUTISH, 2019; SOLEYMANI et al., 2017a)

na classe de problemas de análise de sentimentos com bons resultados, mas sem aplicação

prática dos resultados em cenários de utilização (HUSSEIN, 2018; MEDHAT; HASSAN;

KORASHY, 2014).

Uma abordagem para mitigar a análise da complexidade e quantidade dos resultados
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gerados pelas técnicas inteligentes é a utilização de técnicas de Visualização da Informação

(VI) que permitem ao usuário visualizar dados abstratos em uma organização visual que

pode facilitar o entendimento sobre o conjunto de dados e seus relacionamentos, padrões,

outliers, tendências etc. Além disso, o aspecto interativo das ferramentas de VI permite

criar diversos cenários de análise utilizando �ltros de dados, relacionamento entre as

visualizações e possibilita con�gurações dinâmicas que possam evidenciar mais facilmente

os dados de análise (Ebrahimi; Yazdavar; Sheth, 2017; Khozyainov; Pyshkin; Klyuev,

2013b).

De acordo com osurvey apresentado por Kucher, Paradis e Kerren (2018a) sobre

Visualização de Sentimentos, dados resultantes do processamento de análise de sentimentos

podem e devem ser combinados a outros dados. Esses conjuntos de dados gerados são

caracterizados por serem multidimensionais, complexos (por exemplo, por apresentarem

dados não estruturados), bem como apresentam aspectos temporais, relacionais e geo-

espaciais. A grande maioria das técnicas ou ferramentas de VI apresentadas combina o

uso de várias variáveis visuais, tais como: tamanhos/área, linhas ou grá�co de pizza ou

barras ou apresentam múltiplas visões de dados. Apesar disso, as técnicas de VI ainda

são pouco exploradas para dados de sentimentos, pois frequentemente são utilizadas de

maneira simples representando dados sumarizados.

Com o objetivo de diminuir a complexidade no processamento e na análise de dados

de sentimento em cenários exploratórios e de análise, esta tese de doutorado apresenta um

modelo computacional que facilita a utilização das técnicas de aprendizado de máquina

aplicadas à análise de sentimentos multimodal, incluindo o pré-processamento necessário,

e propõe a apresentação dos resultados através de múltiplas técnicas de visualização de

dados coordenadas.

A parte do modelo que abstrai a análise de sentimentos multimodal integra um

processo que combina os resultados de análise de vídeo, áudio, texto, com expansão

para novos tipos de dados, ou combinação entre eles, gerando uma única classi�cação

multimodal. Já a parte do modelo para visualização de dados considera o tipo de dado

disponível para análise para determinar a técnica de visualização a ser utilizada. Uma

parte importante da abstração do modelo são as etapas de pré-processamento tanto para

as técnicas de IA quanto visualização, desta forma o usuário não especialista nessas áreas

apenas precisa informar os dados e analisar as visualizações geradas.

A implementação do modelo proposto gerou uma ferramenta computacional para

criação e análise de dados de sentimentos, a UXmood foram consideradas para as tarefas

de análise de sentimento o uso de arquitetura de redes neurais convolucionais unimodais

para vídeo, áudio e texto, por já apresentarem bons resultados iniciais nesta área, mas

ainda pouco explorada, e uma abordagem de fusão por nível de decisão para integrar o

resultado dos vários classi�cadores. Para análise dos dados gerados foram consideradas
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técnicas de visualização de dados multidimensionais, podendo também representar relações

hierárquicas e temporais de acordo com os dados do domínio do problema. A representação

visual principal para dados de sentimentos foram cores e símbolos (emojis), e foi considerada

a utilização de múltiplas visões de dados coordenadas entre si para diminuir a complexidade

das visualizações.

Como cenário de utilização, foram utilizados dados reais relativos a um processo

de avaliação de usabilidade e experiência do usuário na interação com um software de

visualização multidimensional de dados. A escolha deste cenário de uso é motivada pelas

pesquisas recentes de Dove et al. (2017) e Yang et al. (2018), que apontam que pesquisadores

e praticantes de avaliações de Experiência do Usuário (UX) possuem pouca ou nenhuma

experiência na utilização de técnicas de IA ou entendem as capacidades e limitações de

dessas técnicas para os seus cenários de análise, o que di�cultaria o uso de dados sobre

análise de sentimentos, ou demandaria a necessidade de usuários especialista em IA e

visualização. Pesquisas recentes em avaliações de UX apontam o uso de dados de análise

de sentimentos como fundamental para um melhor entendimento do comportamento do

usuário durante uma atividade (DOVE et al., 2017; YANG et al., 2018).

A ferramenta UXmood desenvolvida para este cenário de uso foi denominada

UXmood, que realiza a análise de sentimentos combinando dados de vídeo, áudio, texto

em abordagem multimodal, além de associar esses dados gerados aos dados de logs de

interação do mouse, rastreador de olhos e a fala do usuário durante as tarefas que foram

realizadas pelos participantes do teste, apresentando-os em um painel con�gurável de

visualizações de dados coordenadas entre si para plataforma Web.

Para validar a acurácia das informações geradas, os cenários de análise e a facilidade

de uso da ferramenta foram realizadas as seguintes etapas: 1 - foram testadas e comparadas

técnicas do estado da arte de aprendizado máquina para análise de sentimentos para

vídeo, áudio e texto, de forma individual e, posteriormente, aplicadas a uma abordagem

multimodal baseada em pesos (fusão por nível de decisão); 2- foram desenvolvidos cenários

de visualização de dados e avaliadas através de questionários on-line, com o objetivo

de identi�car os principais problemas de usabilidade; 3 � após realizar o redesign da

ferramenta com os resultados da etapa 2, a ferramenta foi testada junto a usuários que

já haviam realizado, no mínimo, um processo de avaliação de usabilidade ou experiência

do usuário. Por �m, os resultados da aplicação de técnicas de aprendizado de máquina

e abordagem multimodal se mostraram compatíveis com a literatura, a utilização por

especialistas apresentou boa aceitação da ferramenta e obteve ótima avaliação na facilidade

de uso para geração e visualização dos dados de sentimentos.
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1.1 Justi�cativa e Motivação

A utilização de dados de análise de sentimentos tem sido aplicada em vários

contextos, tais como: sistemas de recomendações, análise de opiniões do público, predição

do comportamento de pessoas, etc. (ZADEH et al., 2017). Para relacionar dados de

sentimentos ao conjunto de dados de um domínio de problema são utilizadas técnicas

inteligentes.

Além disso, a área de análise de sentimentos apresentou um forte crescimento nos

últimos 10 anos (PORIA; HUSSAIN; CAMBRIA, 2018; KAUR; KAUTISH, 2019; KU-

CHER; PARADIS; KERREN, 2018a), principalmente em um função do desenvolvimento

tecnológico e de novas técnicas de IA, como as redes neurais de aprendizado profundo,

ainda com grande potencial de investigação nesta área. Apesar de já apresentar alguns

bons resultados, a utilização e a interpretação dos resultados da aplicação dessas técnicas

de IA nem sempre é um processo fácil (PORIA; HUSSAIN; CAMBRIA, 2018; HUSSEIN,

2018).

Para análise e interpretação dos dados, visualização de dados dados devem ser

utilizadas considerando dados integrados do domínio do problema e dados de classi�cação

de sentimentos, apresentando desa�os de alta dimensionalidade e grande quantidade de

dados, representação de aspectos temporais e hierárquicos, múltiplas visões de dados,

variedade de cenários, entre outras. De acordo com Kucher, Paradis e Kerren (2018a), de

maneira geral esses requisitos não são atendidos em função da utilização de visualizações

de dados simples como grá�cos de barras e linhas.

Assim, a apresentação de um modelo, e posteriormente uma aplicação que imple-

menta esse modelo, possibilitará a classi�cação de dados de sentimento, integração ao

conjunto de dados do domínio do problema e a análise desses dados integrados através

de visualizações de dados, o que proporcionará a utilização de dados de classi�cação de

sentimento para vários tipos de dados e em vários contextos, aumentando as dimensões de

análise do comportamento humano em diversas atividades.

1.2 Objetivos

A seguir serão apresentados os objetivos geral e especí�cos desta tese.

1.2.1 Objetivo Geral

Apresentar e implementar um modelo para integrar a classi�cação e visualização

de dados de sentimentos.
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1.2.2 Objetivos Especí�cos

� Criar um modelo para gerar classi�cações de análise de sentimentos multimodal e

visualizar esses dados juntamente com outros dados do domínio do problema;

� Desenvolver uma aplicação que suporte o modelo criado, contemplando a fases de

pré-processamento, análise de sentimento e visualização de dados interativa;

� Avaliar a viabilidade da utilização de arquiteturas de redes neurais convolucionais

para as tarefas de análise de sentimento multimodal, considerando vídeo, áudio e

texto;

� Avaliar técnicas de visualização da informação multidimensionais para apresentação

de dados de classi�cação de sentimentos e outros dados;

� Avaliar a integração e usabilidade da aplicação desenvolvida.

1.3 Contribuições

As principais contribuições deste trabalho são:

� Um modelo computacional para classi�cação e visualização de dados de sentimentos

a outros dados.

� Aplicação para auxiliar e abstrair a complexidade de análise de sentimento dados e

visualização desses dados.

� Uma nova técnica de visualização de dados baseada em sentimentos para representar

e analisar frases.

1.3.1 Publicações Relacionadas com a Tese

DA SILVA FRANCO, Roberto Yuri et al. UXmood � A Sentiment Analysis and

Information Visualization Tool to Support the Evaluation of Usability and User Experience.

Information , v. 10, n. 12, p. 366, 2019.Qualis: B2

FRANCO, Roberto Yuri Da Silva et al. UXmood � A tool to investigate the user

experience (UX) based on multimodal Sentiment analysis and information visualization

(InfoVis). In: 2019 23rd International Conference Information Visualisation (IV) .

IEEE, 2019. p. 175-180.Qualis: B1
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1.4 Organização do Trabalho

Esta tese está organizada nos seguintes capítulos: introdução, fundamentação

teórica, trabalhos relacionados, modelo, implementação do protótipo do modelo, avaliação

do protótipo, considerações �nais e trabalhos futuros, e referências.

O capítulo de introdução apresentou a contextualização da tese, visão geral, a área

a qual este trabalho abrange e apresenta, ainda, as subseções justi�cativa e motivação,

objetivos geral e especí�cos, contribuições e publicações relacionada com a tese.

O segundo capítulo é a fundamentação teórica que aborda os conceitos fundamentais

e relacionados a este trabalho. São eles: sentimentos, emoção e polaridade, computação

afetiva, técnicas de análise de sentimentos, análise de sentimentos multimodal, aprendizado

de máquina, e visualização de dados.

No terceiro capítulo são apresentados os trabalhos relacionados a esta pesquisa,

sendo selecionados artigos que discorram acerca das ferramentas e métodos relacionados a

essas diversas áreas esurveysnas áreas de visualização de dados, análise de sentimentos e

análise de sentimentos multimodal e aprendizado de máquina.

No quarto capítulo evidenciou-se o novo modelo proposto para abstrair a complexi-

dade do uso de análise de sentimentos multimodais e visualização de dados em análise de

produtos.

No quinto capítulo é apresentada a implementação do modelo proposto intitulado

de ferramenta UXmood e todas as suas características e funcionalidades, como análise de

sentimentos em texto, áudio, vídeo e multimodal, além de umdashboardde visualizações

de dados coordenadas e relacionadas temporalmente.

No sexto capítulo são apresentadas as avaliações que foram efetuadas na imple-

mentação do modelo para a validação do modelo. Como avaliações das representações

visuais das técnicas de visualização de dados escolhidas e uma avaliação de usabilidade e

experiência do usuário na ferramenta UXmood.

Por �m, no sétimo capítulo são apresentadas as considerações �nais e trabalhos

futuros, sendo, portanto, elementos estruturais deste trabalho, bem como as referências

utilizadas para realizar esta pesquisa.



22

2 Fundamentação Teórica

Neste capítulo serão apresentados os principais conceitos utilizados nesta tese,

relacionados, principalmente, às áreas de análise de sentimentos, técnicas de aprendizado

de máquina aplicadas à análise de sentimentos e visualização de dados.

2.1 Análise de Sentimentos

Um conceito fundamental para esta tese é a análise de sentimentos multimodal. De

maneira geral, a análise de sentimentos multimodal é uma área que estuda a classi�cação

de sentimentos a partir de diversos tipos de dados como vídeo, áudio, texto, imagem,

dados �siológicos, entre outros. Para abordar esse conceito é importante apresentar outros

conceitos como: sentimentos, emoções, polaridade, computação afetiva, técnicas de análise

de sentimentos e reconhecimento de emoções. Por �m, uma de�nição mais detalhada de

análise de sentimentos multimodal é apresentada.

2.1.1 Sentimentos, Emoções e Polaridade

Os conceitos de sentimentos e emoções são herdados da psicologia, porém, para

a área da Computação, estes possuem abordagens diferentes. Munezero et al. (2014)

De acordo com (Munezero et al., 2014), as de�nições de emoções são muitas e variadas

na literatura que podem gerar experiências afetivas, gerar processo cognitivo, ajustes

�siológicos ou comportamento expressivo. Scherer et al. (2000) a�rma que o excesso

de de�nições de emoções é causado pelo di�culdade em distinguir claramente entre as

diferentes classes de fenômenos diferentes.

Gordon (2017) de�ne sentimentos como: �padrões de sensações socialmente construí-

dos, gestos expressivos e signi�cados culturais organizados em torno de um relacionamento

com um objeto social, outra pessoa, grupo, etc�. Em concordância, Murray e Morgan

(1945) apresentam sentimento como �uma disposição mais ou menos duradoura (predileção

ou prontidão) em uma personalidade para responder com um efeito positivo ou negativo a

uma entidade especi�cada.� Broad (1954) explicou que um sentimento é formado quando

um determinado objeto é constantemente percebido ou pensado por uma pessoa e, com o

tempo, ela cria uma ideia disposicional em relação ao objeto. De acordo com Mohammad

e Turney (2013), o sentimento pode ser de�nido como uma resposta orgânica de duração

e intensidade variadas, que pode ser analisado para gerar resultados como emoções e

polaridade.

Destacam-se os conceitos de sentimentos, emoções e polaridade de�nidos nos
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trabalhos de Cattell (1940), Mohammad e Turney (2013), Gordon (2017), em que, de

maneira geral, sentimentos representam �uma disposição neuropsíquica principal, adquirida

e relativamente permanente de reagir de modo emocional, cognitiva e intencional em relação

a um determinado objeto (ou situação).� As reações neuropsíquicas de uma pessoa em

relação aos sentimentos pode ser expressa a partir de alterações �siológicas como expressão

facial, tom, timbre e volume da fala ou som, etc Friedenberg e Silverman (2011).

Em concordância com essa de�nição, Ekman (1999) conceitua a existência de emo-

ções universais denominada de emoções básicas, e de�ne que estas podem ser reconhecidas

a partir das micro-expressões faciais, além de classi�car as emoções básicas em alegria,

tristeza, raiva, medo, surpresa, nojo e desprezo.

Outro conceito importante nessa tese é o de polaridade de�nido por Benevenuto,

Ribeiro e Araújo (2015), em que polaridade pode ser usado como saída para classi�cadores

de análise de sentimentos e representa o grau de positividade ou negatividade de um dado.

Alguns autores tratam a polaridade como um conjunto binário (positivo e negativo) ou

ternário (positivo, negativo e neutro). (PANG; LEE, 2004)

2.1.2 Computação Afetiva

Picard (2000) de�ne Computação Afetiva (CA) como a área que congrega as

pesquisas da aplicabilidade da afetividade em sistemas não-biológicos, ou seja, o uso

dos sentimentos em diferentes aspectos nos sistemas computacionais (personalização de

interfaces, simulação de sistemas com emoções, pesquisas que envolvem sentimentos nas

interações Homem Computador).

Assim tornando o uso dos sistemas mais personalizado para cada usuário e permi-

tindo a extração de informações subjetivas como as emoções humanas para diferentes usos

nos setores comerciais ou nas pesquisas (PICARD, 2003).

Sistemas afetivos contam com tecnologias de Inteligência Arti�cial com elementos

de Aprendizado de Máquina (AM) e Processamento de Linguagem Natural (NLP) para

detectar, reconhecer, interpretar e processar os sentimentos, além de gerar respostas

adequadas às emoções de seus usuários, sintetizando comportamentos humanos com

empatia. Tudo isso podendo ser viabilizado por meio de várias mídias em vídeo, áudio e

texto. (FORTIN-CÔTÉ et al., 2019)

Computação afetiva é a humanização da tecnologia, combinando várias áreas

multidisciplinares e interdisciplinares como a ciência computacional, a engenharia, a

ciência cognitiva dentre outras. Assim, construindo-se modelos computacionais, ou um

robô, é possível ser capaz de entender o estado emocional do ser humano ao qual está

interagindo e se adaptar, respondendo de maneira apropriada de acordo com as diferentes

circunstâncias identi�cadas.
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Segundo Poria, Hussain e Cambria (2018), a identi�cação das pistas emocionais a

partir de dados possui diferentes modalidades e granularidade. Por exemplo, a classi�cação

de polaridade têm uma alta granularidade, pois é um conjunto ternário e o reconhecimento

de emoções possui uma baixa granularidade, pois possui um conjunto octal.

2.1.3 Técnicas de Análise de Sentimentos e Reconhecimento de Emoções

A Análise de Sentimentos é uma área que estuda a classi�cação do sentimento

das pessoas por meio de dados para identi�car o estado emocional de uma pessoa em um

determinado momento (PANG; LEE, 2004). Existem várias abordagens para a análise

de sentimentos. As primeiras que surgiram realizavam a classi�cação do texto por meio

do uso de dicionários que mediam diretamente a valência, a atenção e a dominância

associados à reação afetiva (BRADLEY; LANG, 1999). No entanto, as abordagens mais

modernas de análise de sentimentos se concentram no uso de técnicas automatizadas para

extrair informações subjetivas (LIU et al., 2010) de dados de diferentes tipos, como texto,

áudio e vídeo. Quando a abordagem usa mais de um tipo de dados é possível inferir o

sentimento utilizando um único classi�cador ou um classi�cador para cada tipo de dado,

sendo chamada de abordagem multimodal.

Ao inferir sentimentos a partir de dados de vídeo, a principal tarefa é o reco-

nhecimento de expressões faciais, em que os classi�cadores tentam identi�car expressões

prede�nidas (RUDOVIC; PAVLOVIC; PANTIC, 2014). Segundo Poria, Hussain e Cambria

(2018), as expressões desempenham um papel signi�cativo na identi�cação de emoções

em um �uxo multimodal. Um reconhecedor de emoções em vídeo identi�ca automatica-

mente pistas emocionais associadas a expressões faciais e classi�ca essas expressões em

categorias de sentimentos. Os reconhecedores usam técnicas de aprendizado de máquina

das mais variadas que vão de extrair pontos característicos da face ao aprendizado das

características.

No que se refere ao áudio, a análise de sentimentos das declarações faladas pode

ser feita de duas maneiras: (1) pesquisando pistas emocionais usando estratégias de

aprendizado de máquina para classi�car sentimentos analisando propriedades sonoras

como tom, volume e timbre, ou (2) analisando o conteúdo do discurso (SCHULLER et al.,

2011). Na primeira, assim como no vídeo, pode ser feito o aprendizado das características

do áudio ou a extração dessas características como pitch, volume, tom, timbre, MFCC,

Spectral Centroid, Spectral Flux ou etc.

Técnicas de reconhecimento de emoções em texto podem ser usadas com dicionários

lexicais (LIU, 2012) ou algoritmos de aprendizado de máquina treinados em análise

semântica e estatística de palavras (MEDHAT; HASSAN; KORASHY, 2014). Segundo

Benevenuto, Ribeiro e Araújo (2015), a análise de sentimentos pode ser por nível de

sentença, onde o texto é subdividido em frases ou sentenças que pode conter pistas
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emocionais do autor ou nível de palavra, onde, de maneira geral, são utilizados dicionários

para se identi�car o sentimento de cada palavra.

2.1.4 Análise de Sentimentos Multimodal

Segundo Wagner et al. (2011), as principais abordagem de análise de sentimentos

multimodais, onde são usados vários tipos de mídias (vídeo, áudio, texto, etc), são por

fusão em nível de características, onde o classi�cador analisa em conjunto parâmetros dos

múltiplos arquivos, ou por fusão em nível de decisão, onde é aproveitado a redundância

dos classi�cadores unimodais para alcançar maior robustez através da combinação de seus

resultados (PLANET; IRIONDO, 2012).

A fusão por nível de características utiliza a estratégia de extração das características

de duas ou mais modalidades, obtendo o vetor de características por modalidade, e fazendo

a fusão dos vetores para então efetuar a classi�cação. Segundo Poria, Hussain e Cambria

(2018), a principal motivação para o desenvolvimento dessas estruturas é executar o

processo de fusão em menos tempo. A Figura 1 apresenta a representação da fusão por

nível de características.

Figura 1. Representação do método de fusão por nível de características

FONTE: O autor (2019)

Na fusão no nível de decisão, os vetores de características da modalidade utilizam

um classi�cador de análise de sentimentos exclusivo para a classi�cação unimodal. Para

então, efetuar a classi�cação por aplicação de pesos, modelos estatísticos ou um novo

classi�cador. A classi�cação por pesos usa classi�cadores separados para cada modalidade

em vez de concatenar vetores de características como na fusão no nível de características.

A saída de cada classi�cador pode ser uma pontuação de classi�cação que pode ser

probabilidade para cada classe de sentimento, duração, etc (Wagner et al., 2011). A Figura

2 apresenta a representação da fusão por nível de de decisão.

Ambas abordagens possuem vantagens e desvantagens como ganho de tempo de

treinamento de modelos (fusão por nível de características), maior robustez (fusão por nível

de decisão), etc. A literatura não descreve a melhor solução, as duas são frequentemente
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Figura 2. Representação do método de fusão por nível de decisão

FONTE: O autor (2019)

usadas e apresentam bons resultados independente dos tipos de dados e arquiteturas

utilizadas. (ZADEH et al., 2017)

Figura 3. Representação do método híbrido de fusão

FONTE: Adaptado de Poria, Hussain e Cambria (2018)

Além disso, ainda há as abordagens híbridas que combinam tanto a fusão no nível

de decisão quanto por características. A Figura 3 uma proposta híbrida de fusão, as partes

verdes na Figura 3 representam tipos de dados, por exemplo, vídeo, áudio, texto, etc. A

parte azul representa a extração das características e os vetores de características para

ambas modalidades e a parte vermelha representa o classi�cador de fusão por nível de

características. A parte amarela recebe a saída dos classi�cadores de cada modalidade e

efetua a fusão por nível de decisão.

2.2 Aprendizado de Máquina

Uma forma comum de resolver o problema de análise de sentimentos é utilizar

formas naturais de expressão do usuário, seja em texto, áudio ou imagem, e buscar padrões

de forma automática para identi�car um sentimento (PORIA et al., 2017). Esse cenário,
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em que existe uma entradax, representando as expressões de sentimento do usuário, que

pode ser utilizada de maneiray(x) para identi�car um sentimento y é um típico problema

de aprendizado de máquina, e é utilizado como principal abordagem para problemas de

análise de sentimentos.

Aprendizado de máquina é o conjunto de técnicas utilizado para realizar tarefas de

modo automático sem instruções explícitas, aprendendo através da experiência (GOOD-

FELLOW; BENGIO; COURVILLE, 2016). É uma área da Inteligência Arti�cial (IA) em

que um mapeamentoy(x) é realizado de forma implícita, através de experiência, avaliado

por uma métrica, que é o que o algoritmo de aprendizado deve utilizar para ajustar a

função. A experiência comumente é adquirida em forma de um conjunto de dadosX , dada

uma certa tarefa. Essa etapa em que o algoritmo ajusta a função em relação a entrada de

acordo com uma métrica é chamado de treinamento (BISHOP, 2006). Durante o treino,

um algoritmo pode ver o conjunto de dados dezenas ou centenas de vezes para ajustar os

parâmetros da função. O mapeamentoy(x), também expressado comoy(x; w), ondew

são os parâmetros da função aprendidos no treinamento, é chamado de modelo, que neste

trabalho será denominado modelo inteligente.

Um dos objetivos principais em aprendizado de máquina é treinar modelos inteli-

gentes que consigam categorizar corretamente novas entradas, que não estavam presentes

no treinamento, como um ser humano que consegue identi�car várias categorias a partir

de pouca informação. Essa característica é chamada generalização, e para várias tarefas

cognitivas os modelos inteligentes do estado da arte já ultrapassam o desempenho humano

(KARPATHY, 2014).

Para alguns problemas e algoritmos, antes do treino é necessário realizar manipula-

ção dos dados de entrada, seja para extrair ou gerar características, seja para normalização

para entrada na fase de treino. Essa fase é chamada de pré-processamento, e é crucial para

reduzir a variabilidade das entradas, tornando a etapa de treino mais fácil, impedindo que

características indesejadas sejam generalizadas. Essa etapa também pode ser adicionada

como forma de acelerar a computação, uma vez que alguns aspectos dos dados podem ser

selecionados para o processamento, e outros com pouca importância sejam descartados.

Adicionalmente, transformações podem ser feitas nos dados a �m de extrair características

relevantes para o problema, ao invés de processar a entrada completa. A Figura 4 apresenta

um processo genérico para uma solução de aprendizado de máquina, compreendendo todas

as fases descritas até o momento.

Para aprendizado supervisionado, a métrica associada aos algoritmos utilizados são

expressas através de uma função objetivo,L(y0; y), também conhecida como funçãoloss,

que orienta a funçãoy(x; w) ao aprendizado dos parâmetrosw, através da computação da

distância ou diferença das classesy0 em relação a prediçãoy. A função objetivo é essencial

para o desenvolvimento de algoritmos e sua minimização em relação ay(x; w) é parte
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Figura 4. Processo genérico para aprendizado de um modelo inteligente de aprendizado
de máquina. As etapas podem ser adaptadas dependendo do problema e dos
algoritmos utilizados.

FONTE: O autor

central do estudo de aprendizado de máquina (BISHOP, 2006).

Algoritmos de aprendizado supervisionado são o tipo de algoritmos utilizados em

análise de sentimentos, em que a entrada(X; Y ) contém imagens, texto ou áudio como

entrada x e sentimentoy associado a essa entrada. A quantidade de dados e métodos

disponíveis tornam essa abordagem e�ciente para o problema (GOODFELLOW; BENGIO;

COURVILLE, 2016), apesar da complexidade. Com métodos de pré-processamento para

as entradas, seja extraindo características ou normalizando valores, vários trabalhos

conseguem utilizar modelos inteligentes em várias aplicações de análise de sentimentos

(MUKESHIMANA et al., 2017).

Para problemas de aprendizado supervisionado baseado em automação cognitiva,

como identi�car categorias em imagens, áudio e texto, a quantidade de dimensões e

variações melhores resultados são obtidos através de redes neurais, para classi�cação e

outras tarefas associadas (GOODFELLOW; BENGIO; COURVILLE, 2016), e a seguir

apresenta o estado da arte para o problema.

Tradicionalmente as abordagens para aprendizado supervisionado dependem de

uma seleção cuidadosa de características dado um problema. Um vetor de características

é gerado através de um extrator de características, e esses atributos são utilizados por

modelos inteligentes, tirando a di�culdade de processar os dados brutos. Por outro lado,

construir esses extratores de características exige muito conhecimento do domínio do

problema, normalmente adquirido por meio de um especialista, além do trabalho de

criar a computação que traduz esse conhecimento para meios digitais. Para evitar que

essa representação seja explicitamente declarada, o aprendizado de representações é um

conjunto de métodos que permite que um algoritmo aprenda as características de uma

certa entrada e automaticamente descubra características para classi�cação (BENGIO;

COURVILLE; VINCENT, 2013).

Com um grande volume de dados, modelos inteligentes podem aprender além

da intrínseca relação entre as características de um conjunto de dados, também como
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Figura 5. Classi�cação de imagens seguindo duas abordagens, (a) a abordagem clássica,
com extração de características e classi�cadores tradicionais. (b) A abordagem de
aprendizado de representações, com as características sendo aprendidas durante
o treino.

FONTE: O autor

extrair essas características. A partir desse cenário, aprendizado profundo (Deep Learning)

através de Redes Neurais Profundas (Deep Neural Networks- DNN) apresenta os maiores

avanços já vistos em aprendizado de máquina, vencendo antigos desa�os da comunidade

de IA (LECUN; BENGIO; HINTON, 2015). Métodos de aprendizado profundo são méto-

dos de aprendizado de representações, obtidas compondo módulos simples não lineares

que transformam uma representação em um nível (começando pela entrada) em outra

representação em um nível maior, mais abstrato. A composição dessas transformações

permite que uma funçãoy(x) aprenda representações complexas (BENGIO; COURVILLE;

VINCENT, 2013). Tarefas de Visão Computacional mostram a e�ciência do aprendizado

de representações através de aprendizado profundo em relação aos métodos clássicos. A

Figura 5 apresenta a comparação dessas abordagens para reconhecimento de imagens.

Para classi�cação de imagens, os métodos clássicos utilizam extratores de carac-

terísticas em conjunto com um classi�cador. O classi�cador é treinado utilizando um

vetor de características da imagem, e o classi�cador não tem acesso a entrada original,

apenas a representação da mesma através da extração de características. Mesmo com a

robustez desses extratores de características, informações intrínsecas sobre a imagem e

domínio espacial são perdidas se não forem explicitamente extraídas. Uma CNN (Rede

Neural Convolucional -Convolutional Neural Network) é uma abordagem de aprendizado

profundo que utiliza �ltros em operações de convolução com parâmetros aprendidos por

meio de um conjunto de dados (KRIZHEVSKY; SUTSKEVER; HINTON, 2012). Esses

�ltros são organizados em camadas, em que o modelo inteligente aprende representações
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mais abstratas conforme avança na rede.

Para o problema de análise de sentimentos essa abordagem de aprendizado de

representações é necessária, já que a expressão de sentimentos por humanos é complexa, e

criar um extrator de características para essas expressões pode não ser possível para todas

as entradas (LECUN; BENGIO; HINTON, 2015), e também é a abordagem com melhores

resultados para esse problema (PORIA et al., 2017; MUKESHIMANA et al., 2017).

O bloco básico de construção de um modelo de aprendizado profundo é uma rede

neural. Uma rede neural é um tipo de modelo inteligente vagamente baseado no cérebro

animal, com unidades conectadas (como neurônios) que realizam processamento não linear

através de uma função de ativação (como sinapses), com conexões baseadas em parâmetros

ponderados, chamados de pesos. Esses neurônios formam uma rede organizada em camadas,

que processa uma entrada e a partir dela produz uma inferência sobre classe ou valor.

Essas camadas intermediárias de neurônios são chamadas camadas escondidas. O resultado

da otimização da funçãoL(y0; y) é expressado na funçãoy(x; w), que compreende todos os

pesos por camadas. Essas camadas são responsáveis por distorcer o espaço de busca da

função e facilitar a separação nos hiperplanos.

O neurônio de uma rede neural pode ser descrito pela funçãof (
P

i wi � ai + b)

ondea é a resultado do processamento da camada anterior, chamado ativação (na primeira

camadaa = x), i indica o índice da camada (i 0 é a entrada),bé o bias, um fator aditivo ef é

uma função de ativação, que aplica não linearidade, permitindo a construção das distorções

do espaço de busca. A funçãoy(x; w) pode ser descrita em função das camadas da rede,

como por exemplo, em uma rede de três camadasy(x; w) = f 3(f 2(f 1(x; w1); w2); w3), com

a divisão dos pesos em suas respectivas camadas. Experimentos modernos indicam ReLU

como uma função de ativação com bons resultados (LI; YUAN, 2017), e normalmente é

utilizada nas camadas escondidas, enquanto que a função �nal depende do problema. A

ligação dessas camadas, juntamente com o número de neurônios e suas ligações é chamado

de arquitetura. A Figura 6 apresenta a arquitetura dessa rede. Esse tipo de rede tem boa

generalização para problemas práticos que podem ser expressados através de um vetor de

características unidimensional sem relação espacial.

Para imagens e áudio, onde além dos valores a relação espacial também é importante

no problema, o uso de CNNs é comum, aproveitando a operação de convolução para criar

representações robustas. Esse tipo de rede neural tem como característica a presença da

operação de convolução no lugar dos pesos conectados, onde a operação é aplicada e os

pesos aprendidos são para aplicação na operação, não diretamente nas representações

apreendidas. CNNs foram o primeiro tipo de DNN que alcançou resultados além do estado

da arte em um antigo problema de Visão Computacional, o ILSVRC (RUSSAKOVSKY et

al., 2015).

A convolução é uma operação em duas funçõesf (x) e g(x) gerando uma terceira



31

Figura 6. Rede Neural e seus componentes. No lado esquerdo, o neurônio e sua descrição
formal. No lado direito, a rede completa, onde cada neurônio (círculo) segue a
forma do lado esquerdo.

FONTE: Adaptado de Karpathy (2017)

funçãoh(x) que expressa a forma def (x) em g(x), e é de�nida em 1D ou 2D no contexto

de DNNs do mesmo jeito que em processamento de sinal. Essas funções são o sinal de

áudio ou imagem (f (x)), e os �ltros aprendidos (g(x)). Essa operação tem três grandes

vantagens, duas em relação a representação, mantendo a espacialidade das características

e torna-as invariante à translação, e relação a compartilhamento de parâmetros, já que a

conectividade dos �ltros em relação às imagens e características intermediárias é menor

que a conectividade completa dos pesos entre uma camada e outra (GOODFELLOW;

BENGIO; COURVILLE, 2016).

Além da convolução, a operação depooling ajusta a escala entre uma camada e

outra para melhorar o desempenho da computação. Ao �m da rede, camadas totalmente

conectadas são utilizadas como forma de ajustar os parâmetros para a função objetivo.

Uma arquitetura popular, a primeira CNN, presente no trabalho de (LECUN et al., 1998)

é apresentada na Figura 7 como forma de ilustração dos conceitos.

Para aprender representações complexas e su�cientes para um problema, uma rede

neural deve utilizar um grande volume de parâmetros, e arquiteturas do estado da arte

chegam a ter milhões deles (SIMONYAN; ZISSERMAN, 2014) (SZEGEDY et al., 2017)

(VINYALS et al., 2019). Essas redes ajustam esses parâmetros com um método e�ciente

de minimização de erro, o algoritmo de retro-propagação (backpropagation) (LECUN;

BENGIO; HINTON, 2015).

A aplicação mais comum do retro-propagação é modi�cando o regime de treina-

mento, o conjunto de dados é dividido em lotes e cada lote tem seu gradiente computado

de forma separada, sendo adicionado iterativamente. Desse modo nenhuma entrada é

sobreposta por entradas que ativam mais a rede, impedindo o aprendizado por todos os

itens do conjunto de dados, ao mesmo tempo que garante que itens que a rede não consiga
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Figura 7. Arquitetura da LeNet, primeira CNN publicada. As camadas de convolução são
apresentadas, assim como camadas de pooling e ao �nal as camadas totalmente
conectadas. Os planos são os mapas de ativação entre as camadas.

FONTE: LeCun et al. (1998)

generalizar atrapalhe a generalização do resto dos dados. Cada vez que o conjunto de

dados for processado pela rede e os gradientes �uírem de volta se alcança uma época. Esse

processo é repetido por várias épocas até a generalização desejada. Esse método é chamado

de método estocástico do gradiente (BOTTOU, 2010) e por várias vezes é só chamado de

método do gradiente. A Figura 8 apresenta o espaço de busca em uma função e como o

método do gradiente realiza a busca nesse espaço.

Figura 8. Exemplo de aplicação do método do gradiente.

FONTE: O autor

O objetivo do método é a partir do ponto inicial chegar no mínimo global da função.

Através desses pequenos passos, indicado pelas setas e pontos intermediários, garante-se

que a cada época se esteja mais perto do objetivo.

Por �m, como os parâmetros são atualizados automaticamente, resta escolher os

hiper-parâmetros, indicando como a rede deve se comportar durante o treino. Na Figura 8,
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o tamanho do passo entre um ponto e outro é indicado por um hiper-parâmetro chamado

taxa de aprendizado, que indica o quanto deve ser aprendido em cada lote. Regularização

do modelo, aceleração e velocidade também podem ser ajustados. O ajuste e seleção desses

hiper-parâmetros é uma área ativa de pesquisa, com várias recomendações e análises que

serão abordadas conforme se avança nesse trabalho.

2.3 Visualização de Dados

A visualização de dados é uma área que estuda a representações de dados abstratos

em representações grá�cas e interfaces de software que permitam ao usuário a manipulação

de itens de dados visuais (PLAISANT, 2004).

Essas representações permite ao usuário fazer descobertas, tomar decisões e cons-

truir apresentações, sobre padrões (tendências, agrupamentos, intervalos, exceções, etc),

grupos de itens e itens individuais. O uso de suporte computacional para visualizar e

interagir com dados abstratos ampli�ca ou reforça a cognição humana, habilitando o

usuário a ganhar conhecimento sobre os dados e o relacionamento entre eles, (CARD;

MACKINLAY; SHNEIDERMAN, 2009) facilitando tarefas de pesquisa, análise, comunica-

ção, comparação e exploração para ampliar a descoberta de padrões, outliers, e tendências

(CARD; MACKINLAY; SHNEIDERMAN, 2009)

De acordo com Shneiderman e Plaisant (2006), uma ferramenta de visualização

de informação deve fornecer ao usuário, pelo menos, as seguintes funcionalidades: visão

geral dos dados, �ltro, zoom, detalhes sob demanda, histórico de ações e extração de um

subconjunto dos dados. Outros pesquisadores (LEE et al., 2006; SCHULZ et al., 2013;

KERRACHER; KENNEDY; CHALMERS, 2015) apontam outras tarefas essenciais, como

a con�guração do layout de visualização, mapeamentos de dados visuais, classi�cação

visual de itens, localização de valores, recuperação de valores (por exemplo, máximo e

mínimo) e correlações entre itens de dados.

Um tipo de ferramenta de visualização de dados é odashboard. De acordo com Few

(2006), odashboardé um painel de visualizações dos dados mais críticos necessários para

alcançar um ou mais objetivos, geralmente organizados em uma única tela, e que podem

ser analisados rapidamente sem muitas interações ou con�gurações.

2.3.1 Pipeline de visualização de dados

De maneira geral, o processo de visualização de dados faz parte de um processo de

análise exploratória, descoberta de conhecimento ou análise visual. É importante que uma

ferramenta de visualização de dados seja �exível o su�ciente para se adaptar aos diversos

per�s de usuário: experientes, iniciantes, com mais ou menos habilidades no domínio do
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problema, até que os mesmos se sintam confortáveis para atingir seus objetos em relação a

visualização proposta.

Figura 9. Processo genérico de geração de visualizações de dados.

FONTE: Adaptado de Ward, Grinstein e Keim (2015)

Segundo Ward, Grinstein e Keim (2015), a interação com uma ferramenta de

visualização ocorre em diversos níveis e gera diversas visualizações intermediárias. A

Figura 9 apresenta as principais etapas do processo / pipeline de visualização de dados e

são descritas a seguir:

Modelagem de dados: necessidade de estruturar os dados que serão visualizados,

em um padrão a ser de�nido, para permitir o uso de diversas fontes com layouts diferentes.

Seleção de Dados: identi�car um subconjunto dos dados relevantes a serem

visualizados, podendo ser realizado manualmente pelo usuário ou de forma automatizada

através de métodos algorítmicos;

Mapeamento Visual dos dados: é a etapa em que os dados abstratos são vincu-

lados a uma representação visual. Por exemplo, podem ser mapeados para características

visuais, tais como: tamanho, posição, cor, forma, etc.;

Con�guração de parâmetros da cena (Transformação da Visão): a ferra-

menta deve permitir que o usuário possa especi�car vários atributos da visualização que

são relativamente independentes dos dados. Por exemplo: cor, som, luz, etc.;

Renderização ou geração da visualização: renderização da visualização é a

representação da imagem no dispositivo de saída, como um monitor LCD, e que varia de

acordo com o mapeamento visual que está sendo utilizado para dados. Além disso, a maioria

das visualizações incluem informações complementares para facilitar a interpretação dos
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dados, tais como: eixos, anotações, imagens, etc.;

Um exemplo prático do pipeline de visualização está presente no trabalho do

Hussain et al. (2018) e apresentado no modelo descrito na Figura 10.

Figura 10. Processo de geração de visualizações de dados.

FONTE: Hussain et al. (2018)

No módulo deData Acquisition and Synchronizationeste recebe os dados brutos

para ser convertido em tabelas de dados no módulo deData Persistence, além de realizar

outros processamentos que não fazem parte do pipeline de visualização. O módulo de

Visualization Server é responsável pelas etapas de mapeamento visual e renderização.

Apesar do modelo apresentar as características de um pipeline de visualização, um ponto

não tratado neste trabalho é a coordenação de dados entre as visualizações e a composição

de um painel interativo, pontos que foram tratados nesta tese.

2.3.2 Visualização de sentimentos

Dentro da área de visualização de informação (ou dados) uma subárea importante

para essa tese é a visualização de sentimentos, uma vez que esta tese utiliza métodos
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combinados de dados de análises de sentimentos multimodais e técnicas de visualização de

informação (ou dados).

A visualização de sentimentos é entendida como um desa�o de pesquisa em vi-

sualização de informações (InfoVis) para analisar sentimentos descobertos em dados de

texto, áudio, imagens, vídeo, entre outros. (KUCHER; KERREN, 2015) As aplicações e

tarefas de visualização de sentimentos incluem, por exemplo, monitoramento da opinião

pública nas mídias sociais, análise de literatura, apoio à pesquisa de sentimentos, postura

em linguística, NLP, etc.

Alguns dos primeiros trabalhos que mencionam a visualização de sentimentos se

originam na mineração de dados (DM) ou NLP e usam representações visuais básicas

na maioria dos casos, como grá�cos de barras, linhas ou pizza (KUCHER; PARADIS;

KERREN, 2018b). Técnicas de visualização mais recentes geralmente re�etem os avanços

na área de visualizaão de informação e incorporam sentimentos em con�gurações complexas

que envolvem dados heterogêneos com características temporais, relacionais e geoespaciais.

Kucher, Paradis e Kerren (2018b) lista as propriedades gerais e os desa�os da

visualização de sentimentos da seguinte maneira:

� a visualização de sentimentos abrange uma variedade de tarefas de análise de

sentimentos, desde detecção de subjetividade até reconhecimento de emoções e

análise de postura;

� as técnicas de visualização de sentimentos podem ter que usar dados especí�cos para

o modelo de análise de sentimentos (por exemplo, baseado em léxico ou aprendizado

de máquina) e escopo (nível de palavra, nível de expressão, etc.);

� A visualização de sentimentos re�ete uma variedade de domínios de dados e tarefas

do usuário existentes em pesquisas e aplicações de análise de sentimentos, que vão

desde a pesquisa teórica em linguística e NLP até a mídia social e o monitoramento

de notícias, implicando o uso de vários canais e representações visuais.

Para a análise de sentimentos,dashboardscom metáforas de velocímetro, grá�cos de

linha e histogramas são frequentemente usados para representar informações quantitativas

dos sentimentos, enquanto quewordcloudssão usadas para representar a frequência e

a qualidade da emoção ou polaridade. Outras técnicas menos usadas são radares para

representar e comparar informações quantitativas, grá�cos de dispersão para executar

correlações, técnicas hierárquicas para agrupar e correlacionar dados e representações

temporais.

Em geral, os conjuntos de dados de sentimentos são compostos de dados categóricos

de emoção (raiva, medo, tristeza, alegria, surpresa, nojo, desprezo e neutro) ou polaridade
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(positivo, negativo e neutro), normalmente representados por cores (Figura 11), e outros

dados numéricos como tempo ou geo-espaciais referentes ao domínio do problema. Segundo

Holtz e Healy (2018), técnicas de visualização como boxplot, pie chart, wordcloud, treemap

e gantt chart são mais recomendados para esse caso.

Figura 11. Representação visuais das percepções da marca nas mídias sociais.

FONTE: Liu et al. (2016)

Em casos, em que não há ordenamento do conjunto de dados como oslogsnuméricos

de posicionamento, como rastreamento de olhos emouse, as técnicas que relacionam dois

valores numéricos são mais recomendadas, tais como: dispersão de dados,violin, boxplot,

etc. Além disso, os trabalhos em análise de sentimento tem apresentadodashboardscom

múltiplas visões coordenadas, integrando dados de sentimento e dados do domínio do

problema. A Figura 12 apresenta um exemplo dedashboardcom múltiplas visões de dados

coordenadas, incluindo representação de sentimento por cores, que permeia as visualizações,

e utilizam as técnicas de grafo em B, matriz em D, conjuntos paralelos em C ewordcloud

(nuvem de palavras) em E.
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